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Erklärbare Künstliche Intelligenz

Gleichnamige Arbeitsgruppe des Ausschusses 
ADS „eXplainable Artificial Intelligence“

Kick-Off im Dezember 2022 

Ziele – für heute? 

Foto: Von links: Anja Schmiedt, Guido Grützner, Simon Steinbach,
Simon Hatzesberger, Florian Walla, Dariush Sadeghi-Yam, Zoran Nikolić
(Es fehlen: Martin Hüttemann, Benjamin Müller, Corinna Walk)
(Bild: Anja Schmiedt)
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Erklärbare Künstliche Intelligenz – Unsere Ergebnistypen 

• Ergebnisbericht: (Arbeitstitel)

„eXplainable Artificial Intelligence“  
– Ein aktueller Überblick für 

Aktuarinnen und Aktuare

• Notebooks  

Abbildung: Gliederung des AG-Ergebnisberichts, Stand 10.11.23 (Arbeitsfassung)
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Erklärbare Künstliche Intelligenz – Warum das alles? 

Fundamente einer 
vertrauenswürdigen KI

Achtung der 
menschlichen Autonomie

Schadensverhütung

Fairness

Erklärbarkeit

Menschliche Aufsicht

Technische Robustheit und 
Performance

Verhältnismäßigkeit

Fairness und 
Nichtdiskriminierung

Transparenz und 
Erklärbarkeit

Datenqualitätsmanagement 
und -aufbewahrung

Versicherungsspezifische Leitlinien 
AI Governance Principles der EIOPA (2)

Branchenübergreifende Leitlinien 
Ethik-Leitlinien der High-Level Expertengruppe der 

Europäischen Kommission (1)

(1) Hochrangige Expertengruppe für künstliche Intelligenz (HEG-KI, 2019). ETHIK-LEITLINIEN FÜR EINE VERTRAUENSWÜRDIGE KI. Europäische 
Kommission, 08.04.2019, Online
(2) Consultative Expert Group on Digital Ethics in Insurance (2021). Artificial Intelligence Governance Principles: Towards Ethical and Trustworthy 
Artificial Intelligence in the European Insurance Sector. European Insurance and Occupational Pensions Authority, 17.06.2021, Online
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Ethische Grundsätze

https://digital-strategy.ec.europa.eu/en/library/ethics-guidelines-trustworthy-ai
https://www.eiopa.europa.eu/system/files/2021-06/eiopa-ai-governance-principles-june-2021.pdf
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Erklärbare Künstliche Intelligenz – Worum geht es? 

• Künstliche Intelligenz – Definition(en)? 

• Maschinelles Lernen (ML) – Definition(en)? 

• Differenzierung zwischen ML-Modellen und 
klassischen statistischen Modellen
– Definition(en)? Sinnvoll? 

Herbsttagung von DAV und DGVFM, 20./21.11.2023

Abbildung: Eigene Darstellung
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Komplexe Modelle – Charakteristika 

Abbildung: Schematische 
Darstellung zu Charakteristika 
von komplexen Modellen 
(eigene Darstellung, vgl. (1))

• ML-Modelle und klassische 
statistische Modelle: Kontinuum

• Grundlage der Erklärbarkeits-
diskussion: Modellkomplexität

Herbsttagung von DAV und DGVFM, 20./21.11.2023

Komplexität der
Datengrundlage

Komplexität des
Hypothesenraums

Komplexität des
Trainings

Komplexität durch
Adaptivität

Komplexität durch
die Anwendung

Charakteristika von komplexen Modellen

Polynomiale Regression Tiefes neuronales Netz
(1) Bundesanstalt für Finanzdienstleistungsaufsicht
(2021). Maschinelles Lernen in Risikomodellen -
Charakteristika und aufsichtliche Schwerpunkte. 
Konsultationspapier. 15.07.2021, Online

https://www.bafin.de/SharedDocs/Veroeffentlichungen/DE/Meldung/2021/meldung_2021_07_15_Konsultation_Maschinelles_Lernen.html
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• Erklärbarkeit – Definition(en)? 

• Erklärbarkeit vs. Interpretierbarkeit

• Erklärbarkeit vs. Erklärung

• Erklärbarkeit vs. xAI

…
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Abbildung: Eigene Darstellung

“A model is explainable when its internal behavior can 
be directly understood by humans (interpretability) 
or when explanations (justifications) can be 
provided for the main factors that led to its output.” 

(European Banking Authority, 2020, S. 6, Online)

… …

Erklärbare Künstliche Intelligenz – Worum geht es? 

https://www.eba.europa.eu/sites/default/documents/files/document_library/Final%20Report%20on%20Big%20Data%20and%20Advanced%20Analytics.pdf
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Charakteristika von Erklärbarkeit 
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Lokal Global

Erklärbarkeit

Intrinsisch Post-hoc

Modell-spezifisch Modell-agnostisch

ist entweder … oder …

per Definition meistens

hat ein Geltungsbereich

Abbildung: Schematische Darstellung zu 
Charakteristika von Erklärbarkeit (eigene Darstellung)

• xAI als Forschungsfeld

Adadi & Berrada (2018)
Altmann et al. (2020)
Molnar (2020)
…

Baeder et al. (2021)
Delcaillau et al. (2022)
Owens et al. (2022)
…
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Erklärbare Künstliche Intelligenz – Unsere Ergebnistypen 

• Ergebnisbericht

• Notebooks

− Toy Example

− Reimplementation

− Simulation Study

− Use Case

…… Abbildung: Katalogisierung der AG-Notebooks,
Stand 20.10.23 (Arbeitsfassung)

Herbsttagung von DAV und DGVFM, 20./21.11.2023
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Beispiel zur Illustration von xAI-Methoden (1/7)

Regressionsproblem:
Prognose der medizinischen Kosten einer
Person basierend auf Alter, Geschlecht,
BMI, Kinderanzahl, Raucherstatus und Region

Herbsttagung von DAV und DGVFM, 20./21.11.2023
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Beispiel zur Illustration von xAI-Methoden (1/7)

Regressionsproblem:
Prognose der medizinischen Kosten einer
Person basierend auf Alter, Geschlecht,
BMI, Kinderanzahl, Raucherstatus und Region

AGE SEX BMI CHILD-
REN

SMO-
KER REGION CHARGES

18 female 30.115 0 no northeast 2203.47

24 male 29.830 0 yes northeast 18648.42

54 female 27.645 3 no northwest 11305.93

22 female 36.000 0 no southwest 2166.73

35 female 34.210 1 yes southeast 48885.23

Herbsttagung von DAV und DGVFM, 20./21.11.2023
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Beispiel zur Illustration von xAI-Methoden (1/7)

Regressionsproblem:
Prognose der medizinischen Kosten einer
Person basierend auf Alter, Geschlecht,
BMI, Kinderanzahl, Raucherstatus und Region

AGE SEX BMI CHILD-
REN

SMO-
KER REGION CHARGES

18 female 30.115 0 no northeast 2203.47

24 male 29.830 0 yes northeast 18648.42

54 female 27.645 3 no northwest 11305.93

22 female 36.000 0 no southwest 2166.73

35 female 34.210 1 yes southeast 48885.23

44 female 38.060 0 no southeast

47 male 36.200 1 no southwest

50 female 27.830 2 yes southeast

Herbsttagung von DAV und DGVFM, 20./21.11.2023



13

Beispiel zur Illustration von xAI-Methoden (1/7)

Regressionsproblem:
Prognose der medizinischen Kosten einer
Person basierend auf Alter, Geschlecht,
BMI, Kinderanzahl, Raucherstatus und Region

AGE SEX BMI CHILD-
REN

SMO-
KER REGION CHARGES

18 female 30.115 0 no northeast 2203.47

24 male 29.830 0 yes northeast 18648.42

54 female 27.645 3 no northwest 11305.93

22 female 36.000 0 no southwest 2166.73

35 female 34.210 1 yes southeast 48885.23

44 female 38.060 0 no southeast ?
47 male 36.200 1 no southwest ?
50 female 27.830 2 yes southeast ?

Herbsttagung von DAV und DGVFM, 20./21.11.2023
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Beispiel zur Illustration von xAI-Methoden (1/7)

Regressionsproblem:
Prognose der medizinischen Kosten einer
Person basierend auf Alter, Geschlecht,
BMI, Kinderanzahl, Raucherstatus und Region

Verwendetes Verfahren:
Künstliches Neuronales Netz

AGE SEX BMI CHILD-
REN

SMO-
KER REGION CHARGES

18 female 30.115 0 no northeast 2203.47

24 male 29.830 0 yes northeast 18648.42

54 female 27.645 3 no northwest 11305.93

22 female 36.000 0 no southwest 2166.73

35 female 34.210 1 yes southeast 48885.23

44 female 38.060 0 no southeast ?
47 male 36.200 1 no southwest ?
50 female 27.830 2 yes southeast ?

Abbildung: Schematischer Aufbau eines Künstlichen
Neuronalen Netzes (eigene Darstellung)

Herbsttagung von DAV und DGVFM, 20./21.11.2023
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Beispiel zur Illustration von xAI-Methoden (2/7)

Herbsttagung von DAV und DGVFM, 20./21.11.2023
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Beispiel zur Illustration von xAI-Methoden (3/7)

Ausgewählte xAI-Methoden:

modell-
spezifisch

modell-
agnostisch

global lokal

Abbildung: Benennung und Klassifizierung ausgewählter xAI-Methoden zum vorliegenden Regressionsproblem (eigene Darstellung)

Herbsttagung von DAV und DGVFM, 20./21.11.2023
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Beispiel zur Illustration von xAI-Methoden (3/7)

Ausgewählte xAI-Methoden:

modell-
spezifisch

modell-
agnostisch

global lokal

LRP
(Layer-wise Relevance Propagation)

Abbildung: Benennung und Klassifizierung ausgewählter xAI-Methoden zum vorliegenden Regressionsproblem (eigene Darstellung)
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Beispiel zur Illustration von xAI-Methoden (3/7)

Ausgewählte xAI-Methoden:

modell-
spezifisch

modell-
agnostisch

global lokal

Permutation Feature 
Importance

LRP
(Layer-wise Relevance Propagation)

Abbildung: Benennung und Klassifizierung ausgewählter xAI-Methoden zum vorliegenden Regressionsproblem (eigene Darstellung)

Herbsttagung von DAV und DGVFM, 20./21.11.2023
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Beispiel zur Illustration von xAI-Methoden (3/7)

Ausgewählte xAI-Methoden:

modell-
spezifisch

modell-
agnostisch

global lokal

SHAP
(Shapley Additive Explanations)

Permutation Feature 
Importance

LRP
(Layer-wise Relevance Propagation)

Abbildung: Benennung und Klassifizierung ausgewählter xAI-Methoden zum vorliegenden Regressionsproblem (eigene Darstellung)

Herbsttagung von DAV und DGVFM, 20./21.11.2023
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Beispiel zur Illustration von xAI-Methoden (4/7)

Grundgedanke zu SHAP:
Verwendung von Shapley-Werten zur additiven Zerlegung der Abweichung einer 
Vorhersage zum Mittel aller Vorhersagen; 

Herbsttagung von DAV und DGVFM, 20./21.11.2023
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Beispiel zur Illustration von xAI-Methoden (4/7)

Grundgedanke zu SHAP:
Verwendung von Shapley-Werten zur additiven Zerlegung der Abweichung einer 
Vorhersage zum Mittel aller Vorhersagen; d. h.,

�𝑦𝑦𝑖𝑖 = �𝑦𝑦 + �
𝑗𝑗=1

𝑚𝑚

𝜙𝜙𝑖𝑖,𝑗𝑗

wobei

• �𝑦𝑦𝑖𝑖 die Modellprognose zur 𝑖𝑖-ten Zeile ist,

• �𝑦𝑦 der Durchschnitt über alle Modellprognosen ist und

• 𝜙𝜙𝑖𝑖,𝑗𝑗 der Shapley-Wert des Merkmals 𝑗𝑗 der 𝑖𝑖-ten Zeile ist.

Herbsttagung von DAV und DGVFM, 20./21.11.2023
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Beispiel zur Illustration von xAI-Methoden (5/7)

�𝑦𝑦𝑖𝑖 = 11488,11

�𝑦𝑦 = 14817,02

−5314,95

3667,35

−1829,61

−454,58

414,81

188,06

Herbsttagung von DAV und DGVFM, 20./21.11.2023
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Beispiel zur Illustration von xAI-Methoden (5/7)

�𝑦𝑦𝑖𝑖 = 11488,11

�𝑦𝑦 = 14817,02

𝜙𝜙𝑖𝑖, SMOKER = −5314,95

𝜙𝜙𝑖𝑖, AGE = 3667,35

𝜙𝜙𝑖𝑖, BMI = −1829,61

𝜙𝜙𝑖𝑖, CHILDREN = −454,58

𝜙𝜙𝑖𝑖, REGION = 414,81

𝜙𝜙𝑖𝑖, SEX = 188,06
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Beispiel zur Illustration von xAI-Methoden (5/7)

�𝑦𝑦𝑖𝑖 = 11488,11

�𝑦𝑦 = 14817,02

𝜙𝜙𝑖𝑖, SMOKER = −5314,95

𝜙𝜙𝑖𝑖, AGE = 3667,35

𝜙𝜙𝑖𝑖, BMI = −1829,61

𝜙𝜙𝑖𝑖, CHILDREN = −454,58

𝜙𝜙𝑖𝑖, REGION = 414,81

𝜙𝜙𝑖𝑖, SEX = 188,06
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Beispiel zur Illustration von xAI-Methoden (5/7)

�𝑦𝑦𝑖𝑖 = 11488,11

�𝑦𝑦 = 14817,02

𝜙𝜙𝑖𝑖, SMOKER = −5314,95

𝜙𝜙𝑖𝑖, AGE = 3667,35

𝜙𝜙𝑖𝑖, BMI = −1829,61

𝜙𝜙𝑖𝑖, CHILDREN = −454,58

𝜙𝜙𝑖𝑖, REGION = 414,81

𝜙𝜙𝑖𝑖, SEX = 188,06
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Beispiel zur Illustration von xAI-Methoden (6/7)

Herbsttagung von DAV und DGVFM, 20./21.11.2023
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Beispiel zur Illustration von xAI-Methoden (7/7)

Herbsttagung von DAV und DGVFM, 20./21.11.2023
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Beispiel zur Illustration von xAI-Methoden (7/7)

…

Herbsttagung von DAV und DGVFM, 20./21.11.2023
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Beispiel zur Illustration von xAI-Methoden (7/7)

…

Herbsttagung von DAV und DGVFM, 20./21.11.2023
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Erklärbare Künstliche Intelligenz – Unsere Ergebnistypen 

• Ergebnisbericht

• Notebooks

− Toy Example

− Reimplementation

− Simulation Study

− Use Case

…… Abbildung: Katalogisierung der AG-Notebooks,
Stand 20.10.23 (Arbeitsfassung)

Herbsttagung von DAV und DGVFM, 20./21.11.2023
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Laborbeispiel

• Lerntyp: überwachtes Lernen
• Problemtyp: Regression
• Datensatz: abgeleitet von 

SwedishMotorInsurance1,
1797 Zeilen, 5 Spalten

• Features: alle kategoriell

1: https://www.kaggle.com/code/ashwin8699/swedish-motor-insurance-simple-linear-regression/input

Feature Anzahl Ausprägungen

Kilometres 5

Zone 7

Bonus 7

Make 9

Zielvariable: Schadenbedarf
(logarithmiert)

Herbsttagung von DAV und DGVFM, 20./21.11.2023
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Einfaches Modell (Entscheidungsbaum, scikit-learn)

Baumtiefe: 2

Herbsttagung von DAV und DGVFM, 20./21.11.2023
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Anwendung von FI (scikit-learn, baumbasierte Verfahren)

Herbsttagung von DAV und DGVFM, 20./21.11.2023
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Wie funktioniert Feature Importance in scikit-learn?
Binärer Split:

mit nroot = nleft + nright

Gewinn für Knoten i:

Feature Importance (vor Normierung):

Herbsttagung von DAV und DGVFM, 20./21.11.2023



35

Wie funktioniert Feature Importance in scikit-learn?
Binärer Split:

mit nroot = nleft + nright

Gewinn für Knoten i:

Feature Importance (vor Normierung):

Entscheidungsbaum:

Herbsttagung von DAV und DGVFM, 20./21.11.2023
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Wie funktioniert Feature Importance in scikit-learn?
Binärer Split:

mit nroot = nleft + nright

Gewinn für Knoten i:

Feature Importance (vor Normierung):

Knoten 1:

Herbsttagung von DAV und DGVFM, 20./21.11.2023
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Wie funktioniert Feature Importance in scikit-learn?
Binärer Split:

mit nroot = nleft + nright

Gewinn für Knoten i:

Feature Importance (vor Normierung):

Knoten 2:

Herbsttagung von DAV und DGVFM, 20./21.11.2023
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Wie funktioniert Feature Importance in scikit-learn?
Binärer Split:

mit nroot = nleft + nright

Gewinn für Knoten i:

Feature Importance (vor Normierung):

Knoten 3:

Herbsttagung von DAV und DGVFM, 20./21.11.2023
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Feature Importance – Normierung

Die Summe der berechneten Feature Importances ist:

Feature Importance (normiert):

Herbsttagung von DAV und DGVFM, 20./21.11.2023
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Erklärbare Künstliche Intelligenz – Aktuarielle Sorgfalt 

Über einen sorgfältigen Einsatz 
von xAI-Methoden

• Was ist das Ziel und warum diese 
Methode?

• Wo und inwieweit ist die Methode 
dokumentiert? 

• Inwieweit sind Vorrausetzungen der 
Methode erfüllt? 

• Wie sind die Ergebnisse zu 
interpretieren? 

• Inwieweit ist Schätzunsicherheit 
berücksichtigt? 

Herbsttagung von DAV und DGVFM, 20./21.11.2023

Abbildung: Gliederung des AG-Ergebnisberichts, Stand 10.11.23 (Arbeitsfassung)
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Erklärbare Künstliche Intelligenz – Zusammenfassung 
…Abbildungen: Gliederung des AG-Ergebnisberichts (links),   
Katalogisierung der AG-Notebooks (rechts), 
Stand 10.11.23 (Arbeitsfassung)

Herbsttagung von DAV und DGVFM, 20./21.11.2023
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Backup-Folie zu SHAP

Grundgedanke zu SHAP:
Verwendung von Shapley-Werten zur additiven Zerlegung der Abweichung einer 
Vorhersage zum Mittel aller Vorhersagen; d. h.,

�𝑦𝑦𝑖𝑖 = �𝑦𝑦 + �
𝑗𝑗=1

𝑚𝑚

𝜙𝜙𝑖𝑖,𝑗𝑗

mit

𝜙𝜙𝑖𝑖,𝑗𝑗 = �
𝐿𝐿⊆𝑀𝑀∖{𝑗𝑗}

𝐿𝐿 ! ⋅ 𝑝𝑝 − 𝐿𝐿 − 1 !
𝑝𝑝!

Shapley−Gewicht

⋅ 𝑓𝑓 𝑋𝑋𝑖𝑖, 𝐿𝐿∪ 𝑗𝑗 − 𝑓𝑓 𝑋𝑋𝑖𝑖, 𝐿𝐿
Beitrag von
Merkmal j

,

wobei �𝑦𝑦𝑖𝑖 die Prädiktion des 𝑖𝑖-ten Datenpunkts, �𝑦𝑦 das Mittel aller Prädiktionen,
𝑀𝑀 = {1, … , 𝑝𝑝} die Menge aller Merkmale und 𝑓𝑓 𝑋𝑋𝑖𝑖, 𝐿𝐿∪ 𝑗𝑗 bzw. 𝑓𝑓 𝑋𝑋𝑖𝑖, 𝐿𝐿 geeignete 
Prädiktionen unter Verwendung der Merkmale 𝑋𝑋𝑖𝑖, 𝐿𝐿∪ 𝑗𝑗 bzw. 𝑋𝑋𝑖𝑖, 𝐿𝐿 sind.
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